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Resumen

El aprendizaje de modelos de clasificación Bayesianos es, generalmente, un proceso generativo. Es decir, en
el aprendizaje de dichos modelos se busca maximizar la verosimilitud del conjunto de datos dado el modelo
aprendido. Sin embargo, existe otra aproximación, el aprendizaje discriminativo, en la que se busca maximizar
la verosimilitud condicional. Ésta parece, en principio, una aproximación más natural para propósitos de
clasificación. No obstante, no siempre los modelos aprendidos mediante un método discriminativo son mejores
que los aprendidos con métodos generativos. Recientemente han aparecido en la bibliograf́ıa varios métodos
para el aprendizaje discriminativo de clasificadores Bayesianos. En el presente art́ıculo, se presenta un nuevo
método para el aprendizaje discriminativo, tanto de la estructura como de los parámetros, de clasificares
Bayesianos. Esta aproximación está basada en la adaptación del algoritmo TM a modelos de clasificación
Bayesianos. Por otra parte, en el presente art́ıculo, también se presenta una evaluación experimental del
método propuesto aplicado a diferentes bases de datos estándares para clasificación supervisada.
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1. Introducción

La clasificación supervisada es una parte del
aprendizaje automático con gran número de apli-
caciones en distintos campos como son el reco-
nocimiento de patrones o el diagnóstico médico.
Generalmente, en la clasificación supervisada se
asume la existencia de dos tipos de variables: las
variables predictoras, X = (X1, . . . , Xn), y la va-
riable clase, C. Mediante los clasificadores super-
visados se trata de aprender las relaciones entre
las variables predictoras y la clase, de forma que
se pueda asignar un valor de C a un nuevo caso,
x = (x1, . . . , xn), en el que el valor de la clase es
desconocido.

Uno de los paradigmas ampliamente usados para

clasificación supervisada son las redes Bayesianas
[7]. Éstas son modelos gráficos probabiĺısticos [13]
que permiten modelar de una forma simple y pre-
cisa la distribución de probabilidad subyacente a
un conjunto de datos. Además, la representación
gráfica de las relaciones de dependencia entre las
variables presentes en el conjunto de datos se rea-
liza mediante un grafo aćıclico dirigido lo cual fa-
cilita la comprensión e interpretabilidad del mo-
delo de clasificación. Generalmente, las redes Ba-
yesianas, son consideradas clasificadores generati-
vos, ya que en el aprendizaje de dichos clasificado-
res se busca maximizar la verosimilitud conjunta,
es decir, se busca el modelo que mejor represen-
ta al conjunto de datos. Por el contrario, existe
otra tendencia que es el aprendizaje discriminati-
vo, en el cual se busca maximizar la verosimilitud
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condicional.

El aprendizaje discriminativo parece una aproxi-
mación más natural al aprendizaje de modelos de
clasificación, ya que en el aprendizaje está guia-
do precisamente por la probabilidad condicional,
p(C|X1, . . . , Xn), y es este valor de probabilidad
el que, una vez aprendido el modelo, se utiliza pa-
ra clasificar nuevas instancias en las que el valor
de la variable clase es desconocido. Desafortuna-
damente, mientras que el cálculo de la verosimi-
litud conjunta puede ser obtenido mediante una
fórmula cerrada, lo cual permite un cómputo efi-
ciente, en el cálculo de la verosimilitud condicio-
nal ésto no es posible. Por tanto el aprendizaje
discriminativo de modelos de clasificación Baye-
sianos es más costoso que la correspondiente apro-
ximación generativa.

Recientemente se han propuesto diversas técnicas
para afrontar el problema del aprendizaje discri-
minativo de clasificadores Bayesianos una vez la
estructura del modelo ha sido fijada. Por una par-
te en [8, 14] se proponen métodos genéricos de
optimización numérica para la obtención de los
parámetros del modelo que maximizan la verosi-
militud condicional. Por otra, en [17] el método
de optimización para el aprendizaje discriminati-
vo de los parámetros del modelo se propone desde
un punto de vista estad́ıstico, basado en estad́ısti-
cos suficientes del conjunto de datos.

Como se apuntaba anteriormente, el aprendiza-
je discriminativo de los parámetros en modelos
de clasificación Bayesianos es un tema reciente-
mente tratado en la literatura. Por el contrario,
el aprendizaje discriminativo del conjunto de es-
tructura y parámetros del clasificador apenas se
ha abordado. Hasta donde nosotros conocemos,
sólo [9] propone un método en el que se combina
un aprendizaje generativo de los parámetros del
modelo con una selección de la estructura en ba-
se a la verosimilitud condicional. Por otra parte,
también propone utilizar el método de [8] para
el aprendizaje discriminativo de los parámetros y
aśı conseguir un aprendizaje discriminativo tanto
de la estructura como de los parámetros. Sin em-
bargo, esta solución resulta muy costosa e incluso
computacionalmente inviable para bases de datos
relativamente grandes.

En el presente art́ıculo se propone una exten-
sión del aprendizaje discriminativo de clasifica-
dores Bayesianos propuesto en [17] para abordar
el aprendizaje estructural de dichos clasificadores
desde un punto de vista discriminativo. De es-
ta forma, se permite una optimización completa,

tanto de estructura como de parámetros, desde
una aproximación discriminativa.

El resto del art́ıculo está organizado de la siguien-
te forma: la Sección 2 hace una pequeña intro-
ducción a los modelos de clasificación Bayesia-
nos clásicos, generalmente considerados modelos
generativos. En la Sección 3 se presenta la idea
del algoritmo TM como método discriminativo de
aprendizaje de los parámetros para clasificadores
Bayesianos y también el uso de este algoritmo pa-
ra el aprendizaje discriminativo de la estructura
del clasificador. Método, éste último, que hemos
bautizado con el nombre de TM estructural. A
continuación, en la Sección 4 se presenta una eva-
luación experimental del algoritmo TM estructu-
ral utilizando diferentes bases de datos estándar.
Por último, en la Sección 5, exponemos las con-
clusiones obtenidas del presente art́ıculo aśı como
las ĺıneas futuras de investigación.

2. Clasificadores Bayesianos

generativos

Los modelos de clasificación Bayesianos surgen
del uso de las redes Bayesianas para propósitos
clasificatorios. Dependiendo de las restricciones
que se le ponga a la red Bayesiana se han pro-
puesto diferentes clasificadores en la bibliograf́ıa.
Por ejemplo, el modelo naive Bayes [12] es el cla-
sificador Bayesiano más sencillo. Éste se constru-
ye bajo la suposición de que todas las variables
predictoras son condicionalmente independientes
dado el valor de la variable clase. El modelo nai-
ve Bayes tiene una estructura fija que no depende
de los datos, por tanto no podemos decir que el
aprendizaje estructural de este modelo siga un
criterio generativo o discriminativo. Sin embar-
go, el aprendizaje habitualmente utilizado para
obtener los parámetros del modelo naive Bayes,
aśı como el de la mayoŕıa de clasificadores Baye-
sianos en general, está basado en las estimacio-
nes máximo verośımil (ML) o máximo a poste-

riori (MAP) [2, 10] del conjunto de parámetros.
Éstas śı son aproximaciones generativas al apren-
dizaje de los parámetros del clasificador ya que
con ellas, directa o indirectamente, se maximiza
la verosimilitud de los datos dado el modelo.

Otros clasificadores Bayesianos relajan la restric-
ción de independencia condicional impuesta en el
naive Bayes para aśı modelar relaciones más com-
plejas entre variables. Por ejemplo, en el naive
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Bayes aumentado a árbol (TAN) [7] se permite
que las variables predictoras formen entre ellas
una estructura de árbol. El modelo de clasificador
Bayesiano k-dependiente [15] permite modelar un
conjunto de dependencias entre variables predic-
toras más amplio. En éste modelo se ampĺıa la
estructura del clasificador naive Bayes permitien-
do que cada variable predictora tenga hasta un
máximo de k variables predictoras como padres.
Otro ejemplo de clasificador Bayesiano más com-
plejo son los clasificadores basados en redes Ba-
yesianas múltiplemente conectadas [13, 19]. En
estos últimos modelos la clasificación se efectúa
por medio de modelos gráficos probabiĺısticos en
los que no se restringen las dependencias entre va-
riables. Todos estos clasificadores Bayesianos son
considerados, generalmente, modelos generativos.

3. Aprendizaje discriminati-

vo de clasificadores Baye-

sianos

En esta sección nos centraremos en el aprendizaje
discriminativo de clasificadores Bayesianos. Para
ello, primero debemos introducir el aprendizaje
discriminativo de los parámetros para posterior-
mente desarrollar el aprendizaje discriminativo de
la estructura del clasificador. En nuestro caso, el
aprendizaje paramétrico se basa en el algoritmo
TM [5] adaptado para el aprendizaje discriminati-
vo de clasificadores Bayesianos por Santafé y col.
[17]. En el presente art́ıculo únicamente se pre-
tende dar una idea intuitiva del funcionamiento
del algoritmo TM, por lo que únicamente se plan-
tea la estructura general del algoritmo. Para más
detalle consultar [16, 17]. Posteriormente nos cen-
traremos más en el uso del algoritmo TM para el
aprendizaje de la estructura del clasificador.

3.1. El algoritmo TM de Edwards

y Lauritzen

El algoritmo TM, es un algoritmo general que per-
mite maximizar la verosimilitud condicional para
aquellos modelos, como es el caso de las redes
Bayesianas, en los que es más sencillo maximizar
la verosimilitud conjunta. Se basa en una aproxi-
mación a la función de verosimilitud condicional
a través de la función de verosimilitud conjunta.
Para introducir el desarrollo del algoritmo TM,
denotemos como:

l(θ) = log f(x, c|θ)

lx(θ) = log f(x|θ)

l
x(θ) = log f(c|x, θ)

las funciones de verosimilitud conjunta, marginal
y condicional respectivamente, donde θ es el con-
junto de parámetros para la función de distribu-
ción conjunta. Si tenemos en cuenta que la vero-
similitud condicional puede ser expresada en fun-
ción de la marginal y la conjunta:

l
x(θ) = l(θ) − lx(θ) (1)

podemos aproximar la función de verosimilitud
condicional desarrollando la Ecuación 1 en serie
de Taylor de primer orden en el punto θr. De esta
forma, omitiendo los términos constantes respec-
to a θ, obtenemos:

l
x(θ) ≈ q(θ|θr) = l(θ) − θ

T
l̇x(θr) (2)

donde l̇x(θr) es la derivada de lx(θ) en el pun-
to θr. Por otra parte tenemos que, bajo condi-
ciones regulares de la función de verosimilitud,
podemos afirmar que l̇x(θ) = Eθ{l̇(θ)|x} (ver
[5, 17]). De esta forma la aproximación a la vero-
similitud condicional mediante la función q(θ|θr)
se puede expresar en términos que sólo dependen
de la verosimilitud conjunta:

q(θ|θr) = l(θ) − θ
T
Eθ{l̇(θ)|x} (3)

Como las derivadas de la verosimilitud condicio-
nal y de la función q(θ|θr) con respecto a θ tienen
el mismo valor en el punto θr, podemos maximi-
zar lx(θ) maximizando q(θ|θr). Por consiguiente,
la obtención de los parámetros que maximicen la
verosimilitud condicional se convierte en un pro-
ceso iterativo que consta de dos pasos:

Paso T: dado el actual valor de θr construir
la función q(θ|θr)

Paso M: obtener el siguiente conjunto de
parametros que maximicen la verosimilitud
condicional

θr+1 = argmáxθ q(θ|θr)
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Las redes Bayesianas se pueden ver como una
distribución de probabilidad multinomial, la cual
pertenece a la familia exponencial. El caso gene-
ral del algoritmo TM para las distribuciones per-
tenecientes a la familia exponencial es, en si, más
explicativo que su particularización a los clasifica-
dores Bayesianos y ayuda a clarificar la obtención
de los parámetros aśı como la diferenciación de
éstos según pertenezcan al modelo condicional o
conjunto. Para una explicación más detallada de
la adaptación del algoritmo TM a clasificadores
Bayesianos ver [17].

Para la adaptación del algoritmo TM a distribu-
ciones de probabilidad pertenecientes a la familia
exponencial deberemos expresar las funciones de
verosimilitud conjunta y condicional de la siguien-
te forma:

l(θ) = αTu(c,x) + βT v(x) − ψ(α,β) (4)

lx(θ) = αTu(c,x) − ψx(α) (5)

siendo:

ψ(α,β) = log

∫
exp{αTu(c,x) +

βT v(x)}µ(dc|x)µ(dx)

ψx(α) = log

∫
exp{αTu(c,x)}µ(dc|x)

y donde α denotan los parámetros del modelo
condicional que junto a β forman los parámetros
del modelo conjunto – θ = (α,β) –. Por otra
parte U = Eθ{u(c,x)} son los estad́ısticos su-
ficientes del modelo condicional, que junto con
V = Eθ{v(x)} forman los estad́ısticos suficientes
del modelo conjunto.

Por tanto, si desarrollamos las expresiones
Eθr

{l̇(θr)|x} y l̇(θ) de forma adecuada, obtene-
mos que el paso M de la r + 1-ésima iteración
del algoritmo requiere la actualización de los es-
tad́ısticos suficientes del modelo condicional y los
parámetros del modelo conjunto de la siguiente
forma:

ur+1 = ur + u0 − Eθr

{U |x}

θr+1 = θ̂(ur+1,v) (6)

donde los estad́ısticos suficientes iniciales, u0 y
v, vienen dados por los estad́ısticos máximo ve-
rośımiles obtenidos directamente del conjunto de
datos. Además, θ̂(ur+1,v) denota la estimación

máximo verośımil de θ obtenida de los estad́ısti-
cos suficientes ur+1 y v.

Puede darse el caso en el que la actualización
de los parámetros θ en una de las iteraciones
del algoritmo de como resultado un conjunto de
parámetros ilegal, o que el valor de la verosimili-
tud condicional decrezca en dos iteraciones con-
secutivas. Estas situaciones deben ser corregidas
mediante una búsqueda local en la cual la actua-
lización de ur+1 descrita en la Ecuación 6 se sus-
tituye por:

ur+1 = ur + λ(u0 − Eθr

{U |x}) (7)

siendo λ ∈ (0, 1) el valor que maximice la verosi-
militud condicional.

3.2. El algoritmo TM estructural

En la sección anterior hemos presentado el apren-
dizaje discriminativo mediante el algoritmo TM
de los parámetros de un modelo fijada su estruc-
tura. En la presente sección extendemos el algorit-
mo TM para aprender también la estructura del
clasificador. Este algoritmo lo hemos bautizado
con el nombre de TM estructural y se trata de un
algoritmo voraz de búsqueda en el cual se parte
de una red Bayesiana vaćıa. En cada paso del al-
goritmo hay un conjunto de arcos candidatos que
pueden ser añadidos a la red y que está formado
por todos aquellos arcos cuya inclusión en la red
no crea un ciclo en la estructura gráfica. Aśı pues,
en cada iteración, se utiliza el algoritmo TM para
aprender todos los modelos obtenidos mediante la
inclusión de cada uno de los arcos candidatos en
el clasificador, y estos modelos son evaluados en
base a una medida de calidad o score. Aquel mo-
delo con mayor score es seleccionado, se vuelven
a obtener los arcos candidatos para el nuevo mo-
delo y se repite el proceso hasta que el valor del
score no mejore. En concreto, el score utilizado en
el algoritmo TM estructural es una adaptación de
la métrica BIC [18]. La métrica BIC original uti-
liza el logaritmo de la verosimilitud conjunta pe-
nalizada con la complejidad del modelo. Sin em-
bargo, y dado que nuestra intención es hacer un
aprendizaje discriminativo, nuestra métrica BIC
discriminativa (BICd) utilizará el logaritmo de la
verosimilitud condicional en lugar de la conjunta:

BICd(D|M) =

N∑
i=1

log p(ci|xi,M) −
logN

2
d (8)
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TM

Estructural NB–TM TAN–TM

Breast 95,02 ± 8,55 98,98 ± 0,74 95,46 ± 1,41

Cleve 82,42 ± 4,89 87,53 ± 4,72 87,85 ± 3,24

Iris 95,33 ± 3,40 95,33 ± 3,40 96,00 ± 2,49

German 73,30 ± 3,75 78,90 ± 4,00 84,00 ± 0,89

Corral 98,46 ± 3,08 90,61 ± 6,27 99,20 ± 1,60

Crx 86,06 ± 3,32 88,52 ± 1,59 89,59 ± 1,56

Lymphography 71,61 ±10,92 91,22 ± 3,49 98,98 ± 1,65

Hepatitis 87,50 ± 7,90 93,75 ± 5,56 100,00 ± 0,00

Vote 95,63 ± 2,45 98,39 ± 1,17 99,08 ± 0,86

Heart 85,56 ± 2,46 86,67 ± 4,44 81,75 ± 3,87

Tabla 1. Ejemplo de Figura

donde D es el conjunto de datos, D =
{(x1, c1), . . . , (xN , cN )}, N es el número de ca-
sos en el conjunto de datos, M es el modelo de
clasificación Bayesiano que estamos evaluando y
d es el número de parámetros de dicho modelo.
Téngase en cuenta que, en nuestro caso, el mode-
lo M es un modelo condicional (discriminativo) y

por tanto el número de parámetros, d, también es
el número de parámetros del modelo condicional.
Es decir, teniendo en cuenta la descripción del
aprendizaje de parámetros mediante el algoritmo
TM para modelos de la familia exponencial, el
número de parámetros, d, se correspondeŕıa con
la cardinalidad de α en la Ecuación 5.

En el proceso de búsqueda estructural, cada vez
que evaluamos un nuevo modelo candidato, los
parámetros del modelo se aprenden mediante el
algoritmo TM. De esta forma, el conjunto de
parámetros del modelo maximizan la verosimili-
tud condicional. Sin embargo, dentro del proce-
so de aprendizaje estructural el modelo en śı es
evaluado en base a la métrica BICd descrita an-
teriormente.

Para la aplicación de la búsqueda estructural ba-
sada en el algoritmo TM se requiere que todas
las variables sean discretas y que no haya datos
perdidos. Por tanto, puede que se requiera un pre-
procesado de los datos antes de aprender el cla-
sificador Bayesiano. No obstante, al estar el algo-
ritmo TM basado en estad́ısticos suficientes obte-
nidos a partir del conjunto de datos, la restricción
de datos completos podŕıa relajarse mediante el
uso del algoritmo EM [3].

4. Experimentos

En esta sección presentamos una primera evalua-
ción experimental que pretende ilustrar el com-
portamiento del aprendizaje discriminativo de
clasificadores Bayesianos mediante el algoritmo

TM estructural. Debido a la complejidad del pro-
ceso de la búsqueda estructural, y debido a que
sólo contamos con una implementación del al-
goritmo TM capaz de aprender modelos hasta
una complejidad de TAN, la búsqueda estructu-
ral también se limita a modelos TAN. Es decir,
cada una de las variables predictoras podrá te-
ner como máximo dos padres: la variable clase
y otra variable predictora. La evaluación experi-
mental se realiza sobre algunas de las bases de da-
tos utilizadas en [7], las cuales se han convertido
en un estándar para la evaluación de clasificado-
res Bayesianos. Las bases de datos utilizadas son
Breast, Cleve, Crx, German, Heart, Hepatitis,
Iris, Lymphography y Vote procedentes del re-
positorio de UCI [1], y la base de datos Corral

diseñada, entre otras, por Kohavi y John [11] ex-
plicitamente para evaluar métodos de selección de
variables.

Tal y como se apuntaba anteriormente, el algorit-
mo TM, por el momento, no es capaz de manejar
variables continuas ni casos perdidos. Dado que
en las bases de datos utilizadas nos encontramos
con ambas situaciones, ha sido necesario un pre-
procesado de los datos. Por una parte todas las
variables con valores continuos han sido discreti-
zadas utilizando el método descrito en [4], el cual
es una variante de la discretización de Fayyad e

Inteligencia Artificial Vol. 10 No 29 (2006) 43



Variables

Variables Modelo

Base Datos Discriminativo

Breast 9 + Clase 2 + Clase

Cleve 13 + Clase 5 + Clase

Iris 4 + Clase 1 + Clase

German 20 + Clase 4 + Clase

Corral 6 + Clase 5 + Clase

Crx 15 + Clase 5 + Clase

Lymphography 18 + Clase 4 + Clase

Hepatitis 19 + Clase 2 + Clase

Vote 16 + Clase 3 + Clase

Heart 13 + Clase 4 + Clase

Tabla 2. Número de Variables en cada una de

las bases de datos utilizadas y número de

variables seleccionadas por el algoritmo TM

estructural.

Irani [6]. Por otra parte, todos los casos de las ba-
ses de datos en los que aparezca algún caso per-
dido han sido eliminados y no han sido tenidos
en cuenta para el aprendizaje y evaluación de los
modelos.

En la búsqueda estructural, los parámetros de ca-
da uno de los modelos candidatos son aprendidos
mediante el algoritmo TM. El algoritmo TM es
un proceso iterativo que requiere fijar una serie de
parámetros. Para los experimentos realizados, el
algoritmo TM tiene fijado como criterio de parada
que el valor obtenido para la verosimilitud condi-
cional en dos iteraciones consecutivas sea menor
que 0,001. Por otra parte, a veces el conjunto de
parámetros obtenido en una de las iteraciones del
algoritmo TM no es válido y es necesario aplicar
una búsqueda local para corregirlo (ver Ecuación
7). En nuestro caso, la búsqueda local se realiza
buscando el mejor λ en el intervalo (0, 1) con un
incremento de 0,01.

Los modelos obtenidos mediante el algoritmo TM
estructural son evaluados en base al porcentaje
de bien clasificados y al logaritmo de su vero-
similitud condicional. Este porcentaje de bien
clasificados es obtenido mediante una validación
cruzada en cinco hojas. El mismo procedimiento
de validación ha sido utilizado anteriormente en
la bibliograf́ıa para la evaluación tanto de cla-
sificadores Bayesianos generativos [7] como dis-
criminativos [8, 14, 17]. Además, los resultados
obtenidos, tanto en el logaritmo de la verosimi-
litud condicional como en el porcentaje de bien
clasificados, son comparados con otros modelos
como son el naive Bayes y el TAN, en los que sus

TM

Estructural NB–TM TAN–TM

Breast −68,94 −22,71 −10,41

Cleve −100,45 −93,24 −82,27

Iris −23,13 −13,85 −16,57

German −445,71 −456,81 −378,12

Corral −3,60 −25,17 −3,28

Crx −196,85 −177,90 −173,71

Lymphography −58,85 −28,06 −13,17

Hepatitis −16,80 −9,27 −2,61

Vote −41,08 −13,66 −13,88

Heart −98,57 −86,11 −73,66

Tabla 3. Valor del logaritmo de la

verosimilitud condicional obtenido en los

experimentos para cada uno de los modelos y

bases de datos.

parámetros han sido aprendidos desde un pun-
to de vista discriminativo mediante el algoritmo
TM. La estructura del clasificador naive Bayes es
fija, todas las variables predictoras son condicio-
nalmente independientes dada la clase. Sin em-
bargo, la estructura del modelo TAN depende de
los datos y puede ser aprendida de diversas for-
mas. En nuestro caso, la estructura del modelo
TAN se aprende mediante el algoritmo de Fried-
man [7]. Es decir, aunque la estructura del modelo
TAN es aprendida desde un punto de vista gene-
rativo, sus parámetros son aprendidos mediante
un método discriminativo, el algoritmo TM.

En la Tabla 1 se muestra el valor estimado del
porcentaje de bien clasificados para los clasi-
ficadores considerados en los experimentos. El
porcentaje estimado de bien clasificados para
los modelos aprendidos con el algoritmo TM es-
tructural es, por lo general, ligeramente inferior
que el del mejor modelo aprendido (ya sea éste
NB-TM o TAN-TM). Esto no quiere decir que
definitivamente el modelo aprendido mediante el
algoritmo TM estructural sea peor que el resto,
ya que debemos tener en cuenta que en el modelo
TM estructural no aparecen todas las variables
predictoras y por tanto la complejidad del modelo
puede verse reducida considerablemente, con las
ventajas que ésto acarrea. Por consiguiente, en
conjuntos de datos con gran número de variables
y para los cuales el aprendizaje de un modelo
con todas ellas puede ser realmente costoso, el
algoritmo TM estructural puede contribuir a una
simplificación del modelo sin tener porque sacrifi-
car excesivamente la precisión en la clasificación.
Además, esta simplificación del modelo también
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Breast

C

X2 X6

Cleve

C

X2 X3 X11 X12 X13

Iris

C

X4

German

C

X1 X2 X3 X5

Corral

C

X1 X3 X6

X2 X4

Crx

C

X8 X9 X11

X14 X15

Lymphography

C

X2 X7 X8 X13

Hepatitis

C

X18 X19

Vote

C

X3 X4 X11

Heart

C

X2 X7 X8 X13

Figura 1. Estructuras de los clasificadores obtenidos mediante el algoritmo TM estructural en cada

una de las bases de datos utilizadas.

contribuye a una mayor facilidad para su inter-
pretación. En la Figura 1 aparecen las estructu-
ras de los clasificadores que han sido aprendidos
mediante el algoritmo TM estructural utilizando
las distintas bases de datos que se han tenido en
cuenta para los experimentos. Nótese que, la re-
ducción del número de variables con respecto los
modelos naive Bayes y TAN aprendidos de las ba-
ses de datos con todas las variables, en la mayoŕıa
de los casos, es más que considerable (ver Tabla
2).

La Tabla 3 presenta los valores del logaritmo de la
verosimilitud condicional para los modelos apren-
didos de cada una de las bases de datos. En estos
resultados, se vuelve a constatar que los valores
obtenidos para los modelos aprendidos con el al-
goritmo TM estructural son, por lo general, lige-
ramente inferiores que los obtenidos por el resto
de modelos. Esto es un hecho razonable ya que
para la búsqueda estructural no se utiliza direc-
tamente como score la verosimilitud condicional
sino una versión penalizada de ésta (ver ecuación
8). Por tanto en la búsqueda estructural no se

busca la estructura que maximice la verosimili-
tud condicional sino un equilibrio entre máxima
verosimilitud condicional y complejidad de la es-
tructura.

5. Conclusiones y trabajo fu-

turo

En el presente trabajo hemos presentado el algo-
ritmo TM estructural, un nuevo método discri-
minativo para el aprendizaje de la estructura y
los parámetros de clasificadores Bayesianos. Este
nuevo algoritmo está basado en el algoritmo TM
[5] que ha sido recientemente adaptado para el
aprendizaje discriminativo de parámetros en cla-
sificadores Bayesianos por Santafé y col. [17]. Me-
diante experimentos con bases de datos estánda-
res se ha visto que, a pesar de que el rendimiento
de los clasificadores obtenidos mediante el algo-
ritmo TM estructural no es mejor que el de otros
clasificadores con los que se los ha comparado,
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la reducción de la complejidad del modelo hace
que éstos sean computacionalmentes más asequi-
bles de manejar. Por otra parte, la reducción en
la complejidad también puede facilitar interpre-
tabilidad de los modelos.

Como trabajo futuro se puede destacar una eva-
luación más exhaustiva del algoritmo TM estruc-
tural sobre un mayor número de bases de datos.
Además, los autores ven factible la implementa-
ción de una versión paralela del algoritmo que
permita hacer la búsqueda estructural de forma
más rápida, aśı como la extensión de la busque-
da estructural a estructuras más complejas que
TAN. Por otra parte, uno de los inconvenientes
del algoritmo es que no puede tratar con datos
perdidos. Este problema puede resolverse utili-
zando un método que combine los algoritmos EM
y TM.
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